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چکیده

با توجه به نقش بازیابی در محاسبه ارزش اقتصادی بلوک کانسنگ و تأثیر مقدار این ارزش بر محاسبات طراحی و برنامه ریزی تولید معدن، 
تعیین بازیابی فلز از بلوک کانسنگ ارسالی به کارخانه فرآوری، از اهمیت بالایی برخوردار است. هدف از این پژوهش، بررسی قابلیت برآورد 
بازیابی بلوک کانسنگ به صورت کیفی و با روش های مبتنی بر طبقه بندی داده ها از مجموعه روش  های داده کاوی و به صورت کمّی، با دو روش 
رگرسیون چندمتغیره و مدل هوشمند شبکه عصبی، بر اساس داده های آنالیز خوراک ورودی کارخانه است. برای نیل به این هدف، معدن مس 
میدوک مورد مطالعه قرار گرفت و با استفاده از 58 نمونه آنالیزشده عیار خوراک کارخانه،  شامل عیارهای CuO ،Cu و CuS و میزان بازیابی 
عنصر Cu در محصول نهایی، فرآیند پیش بینی بازیابی کل ذخیره به صورت کیفی با روش های طبقه بندی درخت تصمیم، قانون بیز و  الگوریتم 
نزدیک ترین همسایه انجام شد. برای برآورد کمّی میزان بازیابی ذخیره، مدل رگرسیون چندمتغیره و شبکه عصبی مصنوعی برای شاخص های 
عیاری مذکور و میزان بازیابی بین 47 نمونه از 58 نمونه برقرار شد و توسط 11 نمونه آنالیزشده آزمایشی، مدل های به دست آمده اعتبارسنجی 
شدند. معیارهای میانگین خطا و جذر میانگین مربعات خطا در مدل رگرسیونی به ترتیب 0/021702 و 0/024972 و در مدل شبکه عصبی مصنوعی 
به ترتیب 0/015753 و 0/021404 محاسبه شدند. بنابراین مدل شبکه عصبی مصنوعی به عنوان ابزار دقیق تری در پیش بینی بازیابی نسبت به 
مدل رگرسیون چندمتغیره عمل می کند. نتایج آنالیز حساسیت این مدل نشان داد، عیار Cu مهم ترین عامل و عیار CuO و CuS نیز به ترتیب، 

دیگر عوامل تاثیرگذار بر تغییرات بازیابی هستند.

کلمات کلیدي 

بازیابی، طبقه بندی، رگرسیون چندمتغیره، شبکه عصبی مصنوعی.
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1- مقدمه

و  نهایی  محدوده  طراحی  اساس  اقتصادی،  بلوکی  مدل 
برنامه ریزی تولید در معادن است. در این روش با درنظر گرفتن 
شاخص های اقتصادی مانند درآمدها و هزینه های استحصال فلز 
برای هر بلوک، شاخص های تکنولوژیکی هم چون راندمان های 
استخراج، فرآوری، ذوب و پالایش و تناژ بلوک در مدل بلوکی 
عیاری به دست می آید. از بین ویژگی های تکنولوژیکی، راندمان 
کارخانه فرآوری یکی از شاخص های مهم برای محاسبه ارزش 
اقتصادی بلوک ها است. این راندمان با توجه به تنظیمات خاص 
واحد فرآوری و  مشخصات کانسنگ ارسالی به کارخانه تعیین 
می شود. در برخی موارد، مانند مورد بررسی شده در این پژوهش، 
میزان بازیابی واقعی کارخانه فرآوری با توجه به مشخصات مواد 
ورودی کارخانه به شدت تغییر می کند. در این صورت، میزان فلز 
استحصال شده مورد انتظار و به دنبال آن، سودهای مورد انتظار 
اقتصادی  ارزش  محاسبات  و  کرده  تغییر  محصول،  فروش  از 
بلوک و به دنبال آن محدوده نهایی و حتی فرآیند برنامه ریزی 
یکسان  شرایط  فرض  با  شد.  خواهد  تغییر  دست خوش  تولید 
کارخانه در فرآوری خوراک ورودی، یکی از عوامل مهمی که 
می تواند میزان بازیابی را تغییر دهد، نسبت های خاص و رابطه 
است.  ورودی  خوراک  در  موجود  عناصر  مجموعه  بین  پنهان 
آنالیز خوراک  به  توجه  با  مدلی  ارایه  با  بتوان  چنان چه  حال، 
ورودی، این رابطه پنهان را مشخص و میزان بازیابی محصول را 
پیش بینی کرد، مقادیر واقع بینانه تری از ارزش اقتصادی بلوک 
نهایی  محدوده  آن،  دنبال  به  و  کارخانه  به  ارسالی  کانسنگ 
به دست  می آید و برنامه ریزی تولید مطمین تری حاصل خواهد 
بازیابی  این پژوهش، مدل های پیش بینی برای میزان  شد. در 
یک ذخیره معدنی، به دو صورت کیفی و کمّی ارایه می شود. 
مجموعه  از  طبقه بندی1  مفهوم  براساس  بازیابی  کیفی  برآورد 
الگوریتم های داده کاوی2 و با سه روش درخت تصمیم3، تیوری 
بیز4 و k-نزدیک ترین همسایه5 صورت می گیرد. از دو رویکرد 
شبکه عصبی مصنوعی6 و رگرسیون چندمتغیره نیز برای برآورد 
کمّی میزان بازیابی بلوک کانسنگ استفاده شده است. در علوم 
الگوریتم های طبقه بندی  مثل  داده کاوی  از روش های  مختلف 
]3-1[ و از رویکرد شبکه عصبی مصنوعی، به طور گسترده ای 
شبکه  رویکرد  اخیر،  سال های  در   .]4-8[ است  شده  استفاده 
عصبی مصنوعی برای حل مسایل مهندسی معدن و ژیوتکنیک 
نظیر عملکرد ماشین حفاری تمام مقطع و پیش بینی پیامدهای 
و  هوا  لرزش  زمین،  لرزش  )عقب زدگی،  آتشباری  نامطلوب 

مثال،  به عنوان   .]9-19[ است  شده  استفاده  سنگ(  پرتاب 
"ارمغانی و همکاران" کاربرد روش های رگرسیون چندمتغیره، 
فازی- استنتاج  سیستم  و  مصنوعی  عصبی  شبکه  رویکرد 

عصبی تطبیقی7  را برای تخمین مقاومت فشاری تک محوره8 
)UCS( سنگ های گرانیت در یک پروژه احداث تونل آب در 
 UCS مالزی مورد مطالعه قرار دادند. در پژوهش آنها، مقدار
نقطه ای  بار  شاخص  اندازه گیری شده  مقادیر  اساس  بر  سنگ 
روش های  با   p موج  سرعت  و   )Rn( اشمیت  چکش   ،)Is(50((
مذکور، پیش بینی شده و در نهایت، کارایی روش ها بر اساس 
مقادیر ضریب تعیینR2(  9(، واریانس و جذر میانگین مربعات 
خطا10  مقایسه شده است ]20[. "سقط فروش و همکاران" از 
مورچه  کلونی  و  مصنوعی  عصبی  شبکه  الگوریتم های  ترکیب 
انفجار در  از  برای پیش بینی پرتاب سنگ و عقب زدگی ناشی 
معدن آهن دلکن )واقع در شمال شرق ایران( استفاده کردند. 
در پژوهش آنها، تاثیرگذارترین شاخص ها بر روی پرتاب سنگ 
بین چال ها، طول  فاصله طولی  بارسنگ،  و عقب زدگی شامل 
به عنوان ورودی های مدل  ویژه  چال، طول گل گذاری و خرج 
کاربرد شبکه  و همکاران"  "ترابی  نظر گرفته شدند ]21[.  در 
پیش بینی  برای  چندمتغیره  رگرسیون  و  مصنوعی  عصبی 
براساس  را  الاستیسیته  مدول  و  تک محوره  فشاری  مقاومت 
ویژگی های فیزیکی سنگ آهک در تشکیلات آسماری )واقع در 
 ،p جنوب غرب ایران( مورد مطالعه قرار دادند. آنها سرعت موج
وزن مخصوص و تخلخل را به عنوان ورودی های مدل پیش بینی 
از  ترکیبی  همکاران"  و  "طاهری   .]22[ گرفتند  نظر  در  خود 
الگوریتم های شبکه عصبی مصنوعی و کلونی زنبورعسل را برای 
پیش بینی لرزش زمین در اثر آتشباری در معدن مس میدوک 
در ایران استفاده کردند. آنها در پژوهش خود، حداکثر سرعت 
ذره ای11 را به عنوان شاخصی از لرزش زمین براساس دو عامل 
حداکثر وزن خرج مصرفی در هر تاخیر و فاصله بین ایستگاه 
مانیتورینگ و نقاط آتشباری برآورد کردند. علاوه بر این، مقدار 
را  اندازه گیری شده  مقادیر  پایه  بر  انفجار  اثر  در  زمین  لرزش 
نتایج  نهایت،  در  کردند.  محاسبه  تجربی  مدل  چندین  با 
اساس  بر  اندازه گیری شده  داده های  با  پیش بینی  مدل های 
مقادیر میانگین قدرمطلق خطا12، جذر میانگین مربعات خطا و 
ضریب همبستگی13 مقایسه شد]23[. "حسنی پناه و همکاران" 
 ،)CART( رگرسیون14  درخت  و  طبقه بندی  روش های  از 
پیش بینی  برای  تجربی  مدل  چند  و  چندمتغیره  رگرسیون 
از  نیز  و همکاران"  "امیری  کردند]24[.  استفاده  زمین  لرزش 
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شاخص های ورودی یکسان با مدل طاهری و همکاران، برای 
مدل پیش بینی ترکیبی ANN-KNN15 خود در  برآورد لرزش 
زمین و بیش فشار هوای ناشی از آتشباری در پروژه سد رودخانه 
و  "صیامی  کردند]25[.  استفاده  ایران  کرمان  استان  در  شور 
از  استفاده  با  را  دیندارلو" مصرف سوخت کامیون های معدنی 
آنها،  پیش بینی  مدل  کردند.  پیش بینی  عصبی  شبکه  رویکرد 
مدت  ترابری،  اساس ظرفیت  بر  را  هر سیکل  مصرف سوخت 
زمان بارگیری، مدت زمان تلف شده برای کامیون های پر، زمان 
زمان  و  خالی  کامیون های  سفر  زمان  پر،  کامیون های  سفر 

تلف شده برای کامیون های خالی تخمین می زند]26[.
بازیابی  برآورد  برای  مدلی  ساخت  پژوهش،  این  از  هدف 
کارخانه فرآوری در کانسار مس میدوک با توجه به تغییرات عیار 
عناصر تشکیل دهنده آن است. به این منظور، ابتدا با معرفی سه 
الگوریتم طبقه بندی درخت تصمیم، تیوری بیز و نزدیک ترین 
همسایه، برآورد کیفی بازیابی انجام و مقایسه ای بین این سه 
روش صورت می گیرد. سپس با معرفی شبکه عصبی مصنوعی 
در برآورد کمّی میزان بازیابی، کاربرد آن در پیش بینی بازیابی، 
با روش رگرسیون چندمتغیره مقایسه  نتایج حاصل  بررسی و 
می شود. در نهایت، با اعتبارسنجی مدل ها، بهترین مدل در هر 
انتخاب  بازیابی،  پیش بینی  کمّی  و  کیفی  رویکردهای  از  یک 
آن  اعتبارسنجی  و  بازیابی  پیش بینی  مدل  ایجاد  می شوند. 
 58 در  آنالیزشده   CuS و   CuO  ،Cu عیار  میزان  اساس  بر 
میزان  و  کارخانه  به  ورودی  کانسنگ  بلوک های  از  نمونه 
انجام  نهایی کارخانه  Cu در محصول  اندازه گیری شده  بازیابی 
شده است. به این منظور، تعداد 58 نمونه در دوره های زمانی 
نهایی حاصل،  و کنسانتره  از خوراک ورودی کارخانه  مختلف 
به  دستیابی  و  آنالیز  برای  آماده سازی  از  پس  و  نمونه برداری 
داده های مورد نیاز به آزمایشگاه کارخانه فرآوری ارسال شده 
است. در نهایت پس از جمع آوری اطلاعات و داده ها و مطالعه 
روی آنها، کارایی روش های طبقه بندی، شبکه عصبی مصنوعی 
و رگرسیون چندمتغیره خطی برای پیش بینی بازیابی هر بلوک 

استخراجی بررسی شد.

2- برآورد کیفی بازیابی با استفاده از مفهوم طبقه بندی

روش  به  داده کاوی  علم  در  طبقه بندی  مفهوم 
نظارت شده ای16 اطلاق می شود که تلاش می کند رابطه ای میان 
چند متغیر مستقل و یک متغیر وابسته را کشف کند. این رابطه 
به کمک  می شود.  داده  نمایش  به عنوان"مدل"،  ساختار  یک  با 

مدل و شرط داشتن مقادیر متغیرهای مستقل، می توان مقدار 
متغیر وابسته را برای هر مجموعه داده، پیش بینی و آنها را در 
مدل، یک  فرآیند ساخت  کرد.  مختلف طبقه بندی  دسته های 
فرآیند دو مرحله ای است که در مرحله اول به کمک مجموعه  
آن  نمونه های  تمام  کلاس  برچسب  که  آموزشی17  داده های 
مشخص است، مدل ساخته می شود. این مرحله به نام مرحله 
یادگیری18 شناخته می شود. در مرحله دوم، با کمک مجموعه 
داده های آزمایشی که در آن برچسب مربوط به کلاس هر داده 
نامعلوم است، مدل به دست آمده، اعتبارسنجی می شود. در واقع، 
از نمونه  این که کلاس چه تعداد  به  با توجه  ارزش یابی مدل 
محاسبه  است،  شده  زده  تخمین  درست  آزمایشی  داده های 
می شود ]27[. جدول 1 داده های آنالیز عیاری خوراک ورودی 
 ،Cu کارخانه فرآوری معدن مس میدوک را برای سه ترکیب
CuO و CuS، به عنوان متغیرهای ورودی و میزان بازیابی را 
به عنوان متغیر وابسته به دو شکل کمّی و کیفی نشان می دهد.  
بازیابی  دسته  سه  به  نمونه ها  کیفی،  بازیابی  میزان  بیان  در 
که  به این صورت  می شوند.  تقسیم بندی  پایین  و  متوسط  بالا، 
از  و کم تر  و مساوی 87 درصد  بزرگ تر  بازیابی  با  بلوک هایی 
89/2 درصد در گروه بلوک های با بازیابی متوسط، بلوک های با 
بازیابی بزرگ تر و مساوی 89/2، در گروه بلوک های با بازیابی 
بالا و کم تر از 87 درصد نیز دسته بلوک های با بازیابی پایین 

قرار می گیرند.

2-1- طبقه بندی به روش درخت تصمیم

و  است  داده ها  طبقه بندی  برای  روشی  تصمیم،  درخت 
در  تعریف شده  آزمون های  از  مجموعه ای  براساس  را  داده ها 
هر گره به زیربخش های کوچک تر تقسیم می کند. درخت های 
از یک گره اصلی )ریشه(، یک مجموعه گره میانی و  تصمیم 
گره های انتهایی )برگ( تشکیل شده اند. با شروع از گره ریشه، 
درخت تصمیم به شاخه هایی در چپ و راست منشعب می شود 
که هر شاخه، دامنه ای از مقادیر را نشان می دهد. این فرآیند 
تا زمانی که خطای  از معیار کم ترین مربعات خطا  با استفاده 
می یابد.  ادامه  شود،  کمینه  وابسته  متغیر  به  مربوط  تخمین 
نشان می دهد. هر  را  از یک درخت تصمیم  نمونه ای  شکل 1 
گره در درخت تصمیم دارای فقط یک مولد19 و دو یا بیش تر، 
تصمیم،  درخت  الگوریتم های  برجسته  ویژگی  است.  فرزند20 
تفسیرپذیری ساده آنها با استفاده از یک ساختار درخت سلسله 
ماشین،  یادگیری  با دیگر روش های  مقایسه  است. در  مراتبی 
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الگوریتم های درخت تصمیم به عنوان روش های جعبه سفید21 
آسان تر  را  خروجی  و  ورودی  متغیرهای  بین  رابطه  درک  که 

می کنند، شناخته می شوند.
نظارت شده،  روش های  سایر  به  نسبت  روش  این  مزیت 
این است که روشی غیرپارامتریک است و نیاز به درنظرگرفتن 
ندارد. هم چنین  ورودی  داده های  توزیع  با  رابطه  در  فرضیاتی 
را  داده ها  بین  غیرخطی  روابط  این طبقه بندی کننده می تواند 
مدنظر قرار دهد و برای انواع مختلف داده ها از قبیل داده های 
عددی و طبقه ای قابل استفاده است ]29،28[. نیاز به حافظه 

معایب  از  یکی  درخت،  ایجاد  الگوریتم های  از  برخی  در  بالا 
است.  حجیم  داده های  برای  تصمیم  درخت  الگوریتم های 
علاوه براین، در برخی از روش ها، هنگامی  که تعداد مثال ها یا 
رکوردهای هر طبقه کم باشد، نرخ خطا افزایش می یابد ]30[.

2-2- طبقه بندی بر اساس تئوری بیز 

یکی از قوانین مهم احتمال، قانون احتمال "بیز" است که  
به کمک آن می توان احتمال برچسب طبقه یک نمونه از داده ها 
را تخمین زد. در این روش، فرض براین است که تاثیر مقدار 

 

 

 Cu نمونه
(%( 

CuO 
(%( 

CuS 
(%( 

بازیابی 
(%( 

طبقه 
 Cu نمونه بازیابی

(%( 
CuO 
(%( 

CuS 
(%( 

 بازیابی
(%(  

طبقه 
 بازیابی

 بالا 8677/76 6777/0 0898/0 9066/0 00 متوسط 0876/77 6879/0 0000/0 9116/0 1
 پایین 8679/79 9067/0 0608/0 9600/0 01 بالا 7810/68 8880/0 0000/0 8868/0 8
 پایین 9687/76 9068/0 0898/0 9780/0 08 بالا 1108/60 8881/0 0000/0 8881/0 0
 متوسط 8670/77 6876/0 0800/0 9176/0 00 بالا 7817/61 9886/0 0000/0 9886/0 8
 متوسط 0966/77 9876/0 0609/0 8088/0 08 متوسط 6088/77 9118/0 0000/0 9818/0 6
 متوسط 8676/77 9801/0 0601/0 8808/0 06 بالا 6607/68 6767/0 0006/0 9168/0 9
 متوسط 6780/78 6678/0 0808/0 9061/0 09 بالا 8088/68 9107/0 0000/0 9807/0 8
 پایین 9001/79 9089/0 0689/0 9668/0 08 بالا 9800/68 7061/0 0000/0 7061/0 7
 پایین 0667/71 6706/0 0800/0 9806/0 07 بالا 0870/60 8618/0 0086/0 7888/0 6
 متوسط 6880/78 9800/0 0061/0 9666/0 06 بالا 0809/60 9077/0 0800/0 9677/0 10
 متوسط 9188/77 8801/0 0699/0 8668/0 80 بالا 8088/76 9719/0 0808/0 8861/0 11
 متوسط 6886/77 9800/0 0698/0 9701/0 81 بالا 6068/76 9860/0 0808/0 8888/0 18
 متوسط 7009/78 6606/0 0696/0 9880/0 88 پایین 6198/79 6686/0 0600/0 9867/0 10
 بالا 8781/60 9801/0 8000/0 9701/0 80 پایین 9676/78 9666/0 0908/0 8698/0 18
 متوسط 0860/77 9880/0 0800/0 9808/0 88 متوسط 0686/78 9888/0 0900/0 8808/0 16
 پایین 0888/76 6706/0 0600/0 9006/0 86 متوسط 9897/78 7696/0 0888/0 6089/0 19
 متوسط 0666/76 6688/0 0898/0 9006/0 89 بالا 0706/60 8988/0 0600/0 7188/0 18
 متوسط 7018/77 9199/0 0898/0 9986/0 88 بالا 1701/60 9768/0 0608/0 8808/0 17
 پایین 6899/86 9987/0 0600/0 8187/0 87 پایین 9907/70 8768/0 0890/0 6068/0 16
 پایین 7808/70 9888/0 0608/0 8888/0 86 متوسط 6198/77 9890/0 0800/0 8160/0 80
 پایین 8906/70 9010/0 0600/0 9610/0 60 پایین 9087/78 9006/0 0900/0 9997/0 81
 پایین 6186/76 6866/0 0608/0 9869/0 61 متوسط 7808/78 9888/0 0868/0 8899/0 88
 پایین 9718/78 9118/0 0808/0 9668/0 68 پایین 6680/76 8010/0 0600/0 8688/0 80
 پایین 1786/79 8070/0 0808/0 8717/0 60 پایین 0101/70 9660/0 0680/0 8681/0 88
 متوسط 9680/77 9700/0 0886/0 8800/0 68 پایین 7808/76 9086/0 0988/0 9661/0 86
 بالا 9660/61 8087/0 0609/0 8616/0 66 بالا 1760/60 6786/0 0600/0 9086/0 89
 بالا 7108/76 6688/0 0608/0 9086/0 69 متوسط 8891/77 6669/0 0600/0 9869/0 88
 متوسط 0860/78 9888/0 0801/0 8188/0 68 بالا 8878/76 9668/0 0989/0 8671/0 87
 پایین 7680/76 9608/0 0896/0 8089/0 67 پایین 8680/86 6981/0 0996/0 9009/0 86

 

جدول 1: داده های آنالیز عیاری خوراک ورودی کارخانه فرآوری معدن مس میدوک
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از مقادیر  بر روی برچسب طبقه، مستقل  یک صفت خاصه22 
دیگر صفات خاصه است و این فرض، "استقلال شرطی"23 طبقه 
1 و با  2, ,..., cω ω ω نامیده می شود. در صورت وجود c طبقه
هدف نسبت دادن نمونه جدید x به یکی از این طبقه ها، باید 

) محاسبه شود. | x((i 1, 2,.., c(iP ω = احتمال های شرطی 
که  دارد  تعلق  طبقه ای  به   x جدید  نمونه  است  بدیهی 
دارای بیش ترین احتمال شرطی باشد. ولی از آنجا که محاسبه 
احتمال های شرطی به صورت مستقیم میسر نیست، از تئوری 

بیزین مطابق با رابطه 1 استفاده می شود:

که در آن:
) : احتمال غیرشرطی (P x

) : احتمال اولیه هر طبقه است.  (iP ω
احتمال اولیه هر طبقه، از تقسیم تعداد نمونه های هر طبقه 
بر تعداد کل نمونه ها به دست می آید. بنابراین نمونه جدید x، به 
 ( ( ( | ( ( (i i ig x P x Pω ω= طبقه ای تعلق خواهد داشت که 
برای  قانون  این  از  استفاده  باشد]32،31[.  داشته  بالاتری 
طبقه بندی، دقت و سرعت خوبی را در پایگاه داده های بزرگ 
به همراه دارد. علاوه براین، اجرای آسان و نتایج خوب از دیگر 
نقاط قوت این الگوریتم هستند. شایان ذکر است در مواردی 
مدل  دقت  نیست،  برقرار  طبقه ها  شرطی  استقلال  فرض  که 
بیز  روش  نقطه ضعف  مهم ترین  مورد،  این  و  می یابد  کاهش 

است ]30[. 

2-3- طبقه بندی براساس الگوریتم k-نزدیک ترین همسایه

چگالی  تابع  یک  از  همسایه،  k-نزدیک ترین  روش  در 
برای  احتمالی ساده تر نسبت به روش بیزی استفاده می شود. 
نمونه   N کل  تعداد  از  نمونه   k که  این  احتمال  این منظور، 
به  و   V حجم  به  فضایی  داخل  در   1 2( ... (cN n n n= + + +

مرکز نمونه جدید x قرار گیرند، از رابطه 2 محاسبه می شود:

در این روش، با ثابت فرض کردن نسبت k/N )یعنی ثابت 
فرض کردن k(، حجم طوری تغییر می کند تا k نمونه در داخل 
آن قرار گیرند. حال، اگر فرض شود از k نمونه، نمونه ki متعلق 
 باشد، آن گاه از رابطه 3،  احتمال شرطی 

1

c

i
i

k k
=

=∑ به ɷi و
به دست خواهد آمد:

داشت  خواهد  نسبت  طبقه ای  به  جدید  نمونه  بنابراین 
که دارای تعداد نمونه های بیش تری در داخل حجم V باشد. 
نمونه  فاصله  محاسبه  همسایه،  k-نزدیک ترین  روش  الگوریتم 
جدید از تمامی نمونه های آموزشی و مرتب کردن آنها به ترتیب 
صعودی و سپس، انتخاب k نمونه اول خواهد بود]33[. اگرچه 
ولی  است  موثری  و  ساده  روش  همسایه،  نزدیک ترین  روش 
 D سرعت پردازش آن، پایین است. اگر اندازه مجموعه آموزشی
و k=1 باشد، طبقه بندی نمونه جدید از مرتبه زمانی D یعنی 
)O(D خواهد بود. برای اجرای این روش در داده های حجیم 

باید از رایانه هایی با قدرت محاسباتی بالا استفاده کرد]30[.

3- برآورد کمّی بازیابی

3-1- مدل سازی به روش شبکه عصبی مصنوعی

توسط  بار  اولین  برای  مصنوعی  عصبی  شبکه  روش 
ابداع شد]33[. اساس شبکه عصبی،  "مک کولاچ"24 و"پیتز"25 
تمام خواص  بین  در  است]33[.  انسان  مغز  رفتار  شبیه سازی 
بالایی  اهمیت  شبکه،  یادگیری  خاصیت  عصبی،  شبکه  مهم 
یادگیری  قابلیت  و  انعطاف  به دلیل  عصبی،  شبکه های  دارد. 
هستند  توانایی  این  دارای  یادگیر  سیستم های  به  عنوان  بالا، 
یادگیری،  با  هم زمان  را  خود  رفتار  و  بیاموزند  گذشته  از  که 
بهبود بخشند. شبکه های عصبی، مدل های محاسباتی هستند 

 
 

 

 
 

 
 

 
 

شکل 1: نمونه ای از یک درخت تصمیم ]28[
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که می توانند رابطه بین ورودی ها و خروجی های یک دستگاه 
کنند.  تعیین  به هم،  متصل  گره های  از  با شبکه ای  را  فیزیکی 
طراحی  عصبی،  شبکه  مدل  یک  توسعه  و  گسترش  لازمه 
از  عصبی  شبکه  یک  است.  آن  تشکیل دهنده  فنی  اجزای 
عناصر پردازش)نورون(26 تشکیل شده است. ساختار شبکه های 
عصبی به شکلی است که نورون ها در دسته هایی که لایه نام 
دارند، مرتب می شوند. این ساختار متشکل از سه لایه ورودی، 
پنهان و خروجی است. البته یک شبکه می تواند چندین لایه 
این پژوهش، شبکه های چندلایه  باشد]34[. در  پنهان داشته 
"پرسپترون")MLP(27 که یکی از پرکاربردترین انواع شبکه های 
عصبی مصنوعی برای حل مسایل مهندسی است، مورد استفاده 

قرار گرفته است ]35[.
طراحی این نوع از مدل های شبکه عصبی مصنوعی نیازمند 
دسته داده های آموزشی، اعتبارسنجی و آزمون است. داده های 
خروجی های  و  ورودی ها  بین  رابطه  یافتن  به منظور  آموزشی 
برای کنترل و نظارت  اعتبارسنجی  اندازه گیری شده، داده های 
ارزیابی  برای  آزمون  داده های  و  شبکه  صحیح  یادگیری  بر 
پژوهش،  این  در  می شود.  استفاده  پیشنهادی  شبکه  عملکرد 
70، 15 و 15 درصد از کل 47 نمونه آنالیزشده به ترتیب برای 
آموزش، اعتبارسنجی و آزمون مدل اختصاص یافت. در طراحی 
از آنالیز خوراک ورودی کارخانه  شبکه، مقادیر عیاری حاصل 
فرآوری شامل عیار CuO ،Cu و CuS، به عنوان ورودی و مقدار 
بازیابی Cu، به عنوان خروجی شبکه درنظر گرفته شدند. شکل 
با  بازیابی  پیش بینی  برای  مصنوعی  عصبی  شبکه  ساختار   ،2
استفاده از ویژگی های عیاری خوراک ورودی کارخانه را نشان 
می دهد. این شبکه دارای 3 نورون در لایه ورودی، 10 نورون 
در لایه مخفی و یک نورون در لایه خروجی است. برای اجرای 
 R2016a 37[، نسخه[ MATLAB شبکه عصبی از نرم افزار

استفاده شد.
شکل 3، ساختار شبکه عصبی در نرم افزار MATLAB را 
نشان می دهد، که w، وزن بین هر نورون ورودی و نورون خروجی 
و b، سوگیری28 هر نورون را نشان می دهد. فرآیند آموزش شامل 
تغییر وزن بین لایه های مختلف در طول زمان آموزش است و 
تا جایی که تفاوت بین داده های واقعی )برای داده های آزمون( 
و داده های پیش بینی شده به حداقل برسد، ادامه می یابد و در 
نهایت، بهترین ساختار شبکه برای بازیابی فلز براساس کم ترین 
میزان میانگین مربعات خطا )MSE( انتخاب خواهد شد. 11 داده 

آزمایشی هم برای پیش بینی دقت مدل به کارگرفته می شوند.

3-2- مدل سازی به روش رگرسیون چندمتغیره

ابزارهای  رایج ترین  از  یکی  چندمتغیره  خطی  رگرسیون 
آماری برای انطباق یک معادله خطی بین دو متغیر مستقل یا 
بیش تر و یک متغیر وابسته است. این مدل به طور گسترده ای 
استفاده  مهندسی  مختلف  مسایل  در حل  پژوهشگران  توسط 
خطی  رگرسیون  مدل  کلی،  به طور  است]37-39[.  شده 

چندمتغیره می تواند به صورت رابطه 4 بیان شود:

که در آن:
)Xi (i=1,…, n : متغیرهای مستقل

 Y : متغیر وابسته
)Pi (i=0,1,…, n : ضرایب رگرسیون را بیان می کند.

 ،Cu عیاری  مقادیر  بین  چندمتغیره  رگرسیون  آنالیز   
CuO و CuS 47 نمونه از 58 نمونه خوراک ورودی کارخانه، 
توسط  گام   به  گام  رگرسیون  روش  به  فلز،  بازیابی  مقدار  و 
نرم افزار SPSS ورژن 16 انجام شد. در این روش، ابتدا تمامی 
متغیرهای مستقل وارد فرآیند تحلیل می شوند. سپس متغیر 
یا متغیرهای مستقلی که در روند محاسبات، تأثیری محسوس 

 
 

 

 
 

 
 

 
 

 
 

 

 
 

 
 

 
 

شکل 2: ساختار شبکه عصبی مصنوعی برای پیش بینی بازیابی

MATLAB شکل 3: ساختار شبکه عصبی مصنوعی در نرم افزار

0 1 1 ... n nY P PX P X                                   )4(
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از تحلیل،  با حذف  باشند،  نداشته  وابسته  با متغیر  ارتباط  در 
 11 از  مـدل،  اعتبارسنجی  برای  نمی شوند]40[.  معادله  وارد 
نمونه آنالیزشده آزمایشی استفـاده شـد. معیـارهـای میانگین 
 )RMSE( جذر میانگین مربعات خطا ،)MAE( قدرمطلق خطا
و ضریب تعیین)R2(، به ترتیب با استفاده از روابط 5 تا 7 قابل 

محاسبه هستند ]20[:

که در آن:
)R*(i : مقدار بازیابی پیش بینی شده با مدل

)R(i : مقدار بازیابی آنالیزشده
)m(i : میانگین مقدار آنالیزشده

n : تعداد نمونه ها است.

4- نتایج

4-1- نتایج برآورد بازیابی به صورت کیفی

توسط   ،1 جدول  داده   58 برای  تصمیم  درخت  الگوریتم 
نرم افزار MATLAB اجرا شد و نتایج در شکل 4، نمایش داده 
شده است. علاوه براین، روش های بیزین ساده و k-نزدیک ترین 
همسایه )برای k=4( برای مجموعه داده های جدول 1 اجرا شده 
و ساخت مدل های پیش بینی کننده برای این سه روش انجام 
و مدل های حاصل، اعتبارسنجی شدند. همان طور که پیش تر 
بیان شد، اعتبارسنجی مدل ها با توجه به این که در طبقه،چه 
زده  تخمین  درست  نمونه(   11( آزمایشی  داده های  از  تعداد 
با  ابتدا  مدل  دیگر،  می شود. به عبارت  محاسبه  است،  شده 
استفاده از نمونه های آموزشی، طراحی و سپس بر پایه عملکرد 
از  قسمتی  که  آن جا  از  می شود.  ارزیابی  آزمایشی،  نمونه های 
داده ها برای آزمایش کنار گذاشته شده است، احتمال این که 
آزمایشی  داده های  روی  بر  مناسبی  سنجش  تولیدشده،  مدل 
نداشته باشد، وجود دارد. چون ممکن است یک برچسب کلاس 
در  را  آن  نتوان  که  باشد  داشته  وجود  آزمایشی  داده های  در 
اعتبارسنجی مدل  برای  بنابراین  پیدا کرد.  آزمایشی  داده های 
در  است.  شده  استفاده   k-fold cross-validation روش  از 
این روش، هر نمونه از داده های اصلی به تعداد دفعات یکسانی 
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شکل 4: درخت تصمیم برای داده های آنالیزشده
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در مجموعه آموزشی قرار می گیرد و فقط، یک بار برای آزمایش 
انتخاب می شود. بنابراین با انتخاب k=5، مجموعه داده ها به 5 
و قسمت  اول، 11 عضو  تقسیم شد که چهار قسمت  قسمت 
قسمت،   5 این  از  قسمت  یک  بار  هر  دارد.  عضو   14 پنجم، 
برای آزمایش کنار گذاشته  و با کمک 4 قسمت دیگر، مدل 
با  مدل  اطمینان  سطح  یا  دقت  ترتیب  به این  شد.  طراحی 
محاسبه میانگین این 5 تکرار حاصل و سطح اطمینان الگوریتم 
ترتیب  به  k-نزدیک ترین همسایه  بیز ساده و  درخت تصمیم، 
75، 60 و 66  درصد به دست آمد. در نتیجه، مشخص شد که 
الگوریتم درخت تصمیم، می تواند بهتر از دو مدل دیگر، بازیابی 
داشتن  دراختیار  با  اکنون  بزند.  تخمین  کیفی  به صورت  را 
عیارهای CuO ،Cu و CuS برای کل مدل بلوکی ذخیره که 
پیش تر با استفاده از روش های زمین آماری محاسبه شده است، 
می توان میزان بازیابی هر بلوک را تخمین زد. شکل 5 ، مقطعی 
با روش درخت تصمیم را که  از مدل بلوکی کلاسه بندی شده 

دارای بیش ترین سطح اطمینان است، نشان می دهد.

4-2- نتایج برآورد بازیابی به صورت کمّی

خوراک  عیار  مقادیر  بین  رگرسیونی  رابطه  نتایج   -1-2-4
ورودی کارخانه و مقدار بازیابی

رابطه 8 مدل روش رگرسیون چندمتغیره برای پیش بینی 
مقدار بازیابی را نشان می دهد:

که R، مقدار بازیابی را نشان می دهد. شکل 6 نیز ارتباط 
در  پیش بینی شده  بازیابی  و  )واقعی(  آنالیزشده  بازیابی  بین 
مدل رگرسیون چندمتغیره را برای 11 نمونه آزمایشی نشان 

می دهد. همان طور که در شکل 6 نشان داده شده است، مدل 
مزبور توانسته است 77 درصد از تغییرات مقدار بازیابی فلز در 

محصول نهایی را توجیه کند. 
نتایج اعتبارسنجی مدل، مقدار MAE برابر با 0/021702 
بیان گر  امر  این  و  بوده  قبولی   قابل  مقدار  که  می دهد  نشان 

نااریب بودن برازش توسط مدل ایجادشده است. 
نیز  مدل  پایین  نسبتا   RMSE=  0/024972 مقدار 
 8 رابطه  است.  مدل  قبول  قابل  و  مناسب  دقت  نشان دهنده 
نشان می دهد، رابطه بین مقدار بازیابی با عیار Cu، مستقیم و 

با عیارCuO، معکوس است. 
  نکته جالب توجه این که، عدم حضور متغیرCuS، در رابطه 
نشان دهنده  رگرسیونی،  از مدل  به دست آمده  بازیابی  محاسبه 
عدم تاثیر محسوس مقدار عیار CuS خوراک ورودی بر مقدار 

بازیابی فلز در محصول نهایی، براساس این مدل است.

4-2-2- نتایج مدل سازی شبکه عصبی مصنوعی

خطا  مربعات  میانگین  مقدار  تغییرات  که   7 شکل  در 
بهترین  نشان می دهد،  را  )MSE( شبکه در گام های مختلف 
با  برابر  با خط چین نمایش داده شده است،  خطای شبکه که 
0/00070903 و در گام 25 است؛ ضمن این که مقدار میانگین 
می دهد.  نشان  را   0/000304 مقدار  شبکه،  خطای  مربعات 
زمانی مسیر اجرای آموزش شبکه، صحیح و قابل اعتماد خواهد 
بهترین  از  بود که مقدار میانگین مربعات خطای شبکه کم تر 
خطای شبکه باشد و دو خطی که روند اعتبارسنجی و آموزش 
پژوهش،  این  در  و  باشند  نزدیک تر  به هم  می دهند،  نشان  را 
بین  رابطه  نمودارهای   ،8 شکل  است.  شده  محقق  مهم  این 
شبکه  طراحی  مرحله  داده های  به  مربوط  خروجی  و  ورودی 
که  همان طور  می دهد.  نشان  را  نمونه(   47( مصنوعی   عصبی 
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شکل 5: مقطعی از مدل بلوکی کلاسه بندی شده با روش درخت تصمیم 
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پیش تر توضیح داده شد، در فرآیند مدل سازی این پژوهش، 70 
درصد نمونه ها )33 نمونه( برای آموزش، 15 درصد )7 نمونه( 
باقیمانده  درصد   15 و  آموزش  با  هم زمان  اعتبارسنجی  برای 
)7 نمونه( نیز برای آزمون، تفکیک شدند. این تفکیک توسط 
شبکه و به صورت تصادفی روی داده های مرحله طراحی انجام 
شد، اما درصد نمونه های اختصاص یافته به هر مرحله، توسط 
همبستگی  ضریب  نشان  می دهد،   8 شکل  شد.  تعیین  کاربر 
 80 با  برابر  ترتیب  به  آزمون  و  اعتبارسنجی  آموزش،  مرحله 

درصد، 97 درصد و 53 درصد است. برای جلوگیری از معضل 
دستور  شده،  نوشته  عصبی  شبکه  کد  در  نیز  بیش برازش29  
توقف فرآیند آموزش براساس رسیدن به تعداد مشخصی خطای 
اعتبارسنجی30  تعبیه شده است. بنابراین با توجه به همبستگی 
اعتبارسنجی،  و  آموزش  مراحل  در  به ویژه  شده  حاصل  بالای 
فرآیند  اطمینان حاصل کرد که شبکه طراحی شده،  می توان 
آموزش،  مسیر  در  و  کرده  طی  مطلوبی  به صورت  را  آموزش 

بیش برازش و کم برازش31  رخ نداده است.

 
 

 

 

 
 

 

 
شکل 6: ارتباط بین بازیابی آنالیزشده و بازیابی پیش بینی شده در مدل رگرسیون

 

 
 
 

 
 

شکل 7: تغییرات مقدار میانگین مربعات خطا )MSE( شبکه در گام های مختلف
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آنالیزشده و مقدار  بازیابی  بین مقدار  ارتباط  براین،   علاوه 
برای  بازیابی پیش بینی شده در مدل شبکـه عصبی مصنـوعی 
11 داده آزمایشی در شکل 9 نشان داده شده است. این مدل 
بیان گر آن است که مدل شبکه عصبی توانسته است 82/4 درصد 
از تغییرات مقدار بازیابی را توجیه کند. در نتیجه، برای پیش بینی 
میزان بازیابی در ذخیره مس میدوک، مجموعه داده مدل بلوکی 
عیاری این ذخیره شامل مقادیر عیار CuO ،Cu و CuS به عنوان 
تمام  بازیابی  و  می شوند  وارد  عصبی،  شبکه  مدل  به  ورودی 
بلوک های واقع در مدل بلوکی ذخیره، براساس متغیرهای عیاری 
محاسبه می شود. نتایج برآورد بازیابی ذخیره به روش رگرسیون 
این  در  است.  شده  داده  نشان   2 در جدول  عصبی  شبکه  و  

است.  درصد  حسب  بر  بازیابی  میزان  نشان دهنده   R جدول، 
شکل 10  نیز مقطعی از مدل بلوکی کلاسه بندی شده با روش 

شبکه عصبی مصنوعی را نشان می دهد.

4-2-3- آنالیز حساسیت در روش شبکه عصبی

فرآیند آنالیز حساسیت، اطلاعات ارزشمندی درباره میزان 
حساسیت مدل به متغیرهای ورودی آن در اختیار طراح مدل 
قرار می دهد. با شناسایی میزان تاثیر متغیرهای ورودی بر دقت 
پیش بینی مدل، می توان متغیرهای کم اثر را از شبکه، حذف و 
مدل ساده تری را گسترش و توسعه داد. در این پژوهش برای 
انجام آنالیز حساسیت مدل از روش" آمار نرم"32  استفاده شد.

در این روش مقدار ضریب حساسیت هر متغیر ورودی از 
تقسیم کردن خطای کل شبکه در غیاب آن متغیر، بر خطای 
کل شبکه در حضور تمام متغیرهای ورودی محاسبه می شود 
شاخص های  تاثیر  مقدار  تعیین  برای  معمول  به طور   .]41[

 

 
 
 

 
 

 

 

 
 

 

 
 

 

 

شکل 8: نمودارهای رابطه بین ورودی و خروجی مربوط به داده های 
مرحله طراحی شبکه عصبی مصنوعی

شکل 10: مقطعی از مدل بلوکی کلاسه بندی شده با روش شبکه عصبی

شکل 9: ارتباط بین بازیابی آنالیزشده و بازیابی پیش بینی شده در 
مدل شبکه عصبی
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شاخص های  از  یک  هر  حذف  با  وابسته  متغیر  در  ورودی 
و  باقیمانده  مستقل  متغیرهای  برای  آموزش  فرآیند  ورودی، 
متغیر وابسته انجام و تغییرات مقدار خطای کل شبکه بررسی 
می شود. بنابراین طبق رابطه 9، ضریب حساسیت نسبی برای 

هر شاخص محاسبه می شود:

که در این رابطه:
RSCk : ضریب حساسیت نسبی33

ek : خطای شبکه در غیاب متغیر ورودی kام

E : خطای کل شبکه در حضور تمامی متغیرهای ورودی 
است. 

آن  نسبی  حساسیت  ضریب  که  متغیری  ترتیب  به این 
آنالیز  نتایج  دارد.  وابسته  متغیر  بر  بیشتری  تاثیر  باشد،  بالاتر 
با بیش ترین   Cu حساسیت در شکل 11، نشان می دهد عیار
ضریب حساسیت، مهم ترین عامل در تغییرات بازیابی است و 

عیارهای CuO و CuS به ترتیب در رده های بعدی هستند.

5- بحث

که  می دهد  نشان  کیفی  به صورت  بازیابی  برآورد  نتایج 
محاسبه شده،  دقت  سطح  به  توجه  با  تصمیم  درخت  روش 
سه  بین  از  بنابراین  است.  اطمینان  سطح  بیش ترین  دارای 
اعتمادترین  قابل  به عنوان  پژوهش،  این  در  بررسی شده  روش 
از  استفاده  با  و  کیفی  به صورت  بازیابی  تخمین  در  روش 
برای  کیفی  برآورد  این  می شود.  انتخاب  کلامی  متغیرهای 
در  فلز  استحصال  میزان  از  اولیه  پیش بینی های  و  تخمین ها 
دلیل  به  و  می گیرند  قرار  استفاده  مورد  ذخیره  کل  استخراج 
ماهیت کیفی شان، به سادگی قابل بیان و درک هستند. برای 
رگرسیونی  مدل  و  عصبی  شبکه  مدل  دو  دقیق تر،  پیش بینی 
ضریب  شاخص  سه  اساس  بر  روش  دو  این  و  شده  ساخته 
تعیین MAE ،R2 و RMSE بررسی می شوند. مدلی که دارای 
ضریب تعیین بیش تر و MAE و RSME کم تری باشد، دارای 
با توجه به  بنابراین  بود.  اعتمادتر خواهد  قابل  دقت بیش تر و 
مقادیر MAE ،R2 و RMSE که برای مدل شبکه عصبی به 
ترتیب برابر 0/8239، 0/015753 و 0/021404 و برای مدل 
رگرسیونی برابر با 0/7701، 0/021702 و 0/024972 است، 
شبکه عصبی مصنوعی نسبت به روش رگرسیونی در پیش بینی 
را  بالاتری  دقت  فرآوری،  کارخانه  نهایی  محصول  فلز  بازیابی 
غیرخطی  روابط  گرفتن  درنظر  امر،  این  دلیل  می دهد.  نشان 
عصبی  شبکه  مدل  در  خروجی  و  ورودی  شاخص های  بین 
است. در ادامه بررسی معیارهای ارزیابی، شایان ذکر است که 
معیار MAE برای مدل حاصل از شبکه عصبی مصنوعی که 
دقیقا میزان خطای مدل را نشان می دهد، مقدار 1/57 درصد 
به دست آمد و می توان این گونه تفسیر کرد به طور میانگین، بین 
مقدار پیش  بینی شده توسط مدل شبکه عصبی و مقادیر واقعی، 
1/57 درصد خطا در تخمین مقدار بازیابی وجود دارد؛ یعنی 
 ،Cu با وارد کردن متغیرهای ورودی بلوک ها شامل عیارهای
CuO و CuS هر بلوک به مدل پیش بین، مقدار بازیابی تمام 
با میانگین خطای 1/57±  درصد،  بلوک های موجود در پیت 

k
k

eRSC
E



 
 میانگین کل بازیابی مجموع  R 2/68 > R > 7/68 R ≥ 2/68 ≤ 7/68 روش

 8/67 27288 8888 7877 6898 رگرسیون
 6/69 27288 9966 6687 8728 شبکه عصبی مصنوعی
  26699 9222 7668 7678 مشترک در هر دو روش

جدول 2: نتایج برآورد بازیابی ذخیره به روش شبکه عصبی و رگرسیون

 
 

 

 
 

 

شکل 11: نتایج آنالیز حساسیت بازیابی بر اساس روش شبکه عصبی 

)9(
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توجه  با  پیش بینی  در  دقت  میزان  این  است.  پیش بینی  قابل 
مورد  نمونه   58 در  بازیابی ها]75/5-94/5[  تغییرات  دامنه  به 
 ،Cu عیارهای  این که  به  توجه  با  است.  قبول  قابل  مطالعه، 
CuO و CuS برای تمام مدل بلوکی ذخیره در دسترس بوده 
شده  محاسبه  زمین آماری  روش های  از  استفاده  با  پیش تر  و 
روش  دو  به  ذخیره  بلوک های  تمامی  بازیابی  میزان  است، 
 ،2 جدول  به  توجه  با  شد.  برآورد  رگرسیون  و  عصبی  شبکه 
محدوده بازیابی تعداد 20055 بلوک از 23296 بلوک موجود 
به طور  در ذخیره)86 درصد کل ذخیره(، توسط هر دو روش 
یکسان برآورد شد. عدم اختلاف فاحش در بازیابی برآوردشده 
اعتماد  با  می توان  که  می دهد  نشان  روش،  دو  با  بلوک  یک 
نظر  مورد  بلوک  واقعی  بازیابی  مورد  در  بیش تری  قطعیت  و 
قضاوت کرد. به این ترتیب، می توان بازیابی هر بلوک را ابتدا با 
روش رگرسیون محاسبه و سپس با میزان بازیابی به دست آمده 
از روش شبکه عصبی مقایسه کرد. بدیهی است که برای 3241 
بلوک باقی مانده که برای آنها تفاوت زیادی بین تخمین حاصل 
از دو روش وجود دارد، بازیابی حاصل از شبکه عصبی، دقیق تر 
و قابل اعتمادتر است. بنابراین می توان از ابزار پیش بینی کننده 
آزمایشگاهیِ  روش های  مانند  روش ها  سایر  مقابل  در  کنونی 
محصول  در  بازیابی  تغییرات  و  استفاده  غیرعملی  و  پرهزینه 
در  را  لازم  تمهیدات  و  برنامه ریزی ها  و  کرد  کنترل  را  نهایی 
بررسی  با  این،  بر  علاوه  بست.  به کار  بازیابی  نوسانات  مقابل 
آنالیز حساسیت صورت گرفته بین معیارهای ورودی مدل شبکه 
زیادی  حساسیت  بازیابی،  میزان  که  می شود  مشخص  عصبی 
روی عیار Cu خوراک ورودی نشان می دهد. دیگر شاخص های 
مهم و موثر بر میزان بازیابی، به ترتیب CuO و CuS هستند. 
معیار آن،  از  پس  و   Cu معیار  غیاب  در  که  معنا  بدین  این 

از  بیش تر  آنها  به  مربوط  نسبی  حساسیت  ضریب  که   CuO
و  یافته  افزایش  یک است،  خطای مدل تخمین ساخته شده، 
بنابراین، مقدار Cu و پس از آن، مقدار CuO، بیش ترین نقش 
را در تخمین بازیابی ایفا می کنند. پیش تر مدل رگرسیونی نیز 
با حذف شاخصCuS در فرآیند ساخت مدل، تاثیر نه چندان 
محسوس این معیار را در تغییرات بازیابی پیش بینی کرده بود. 

6- نتیجه گیری

میزان بازیابی واقعی فلز در محصول نهایی کارخانه فرآوری، 
اهداف  به  دست یابی  درصد  می تواند  که  است  مهمی  عامل 
میزان  دهد.  قرار  تاثیر  تحت  را  معدنی  پروژه  یک  اقتصادی 

تغییر  کانسنگ،  ترکیب عناصر تشکیل دهنده  تغییر  با  بازیابی 
با  را  بازیابی  میزان  تقریبی،  به طور  می توان  این رو  از  می کند. 

توجه به مقادیر عیاری عناصر کانسنگ تخمین زد. 
در این پژوهش، به دلیل اهمیت بالای این موضوع تعدادی 
مس  معدن  کارخانه  ورودی  خوراک  آنالیزشده  نمونه های  از 
میزان  بار،  اولین  برای  و  گرفت  قرار  مطالعه  مورد  میدوک، 
بازیابی برای کل ذخیره به صورت کیفی با سه روش طبقه بندی 
درخت تصمیم، تئوری بیز و نزدیک ترین همسایه و به صورت 
کمّی با دو روش شبکه عصبی مصنوعی و رگرسیون چندمتغیره 
برآورد شد. در تمامی این روش ها، شاخص های ورودی مقادیر 
بازیابی  میزان  نیز  متغیر خروجی  و   CuS و   CuO  ،Cu عیار 

است. 
در مدل های کیفی، روش درخت تصمیم دارای بیش ترین 
دقت  از  حاکی  کمّی،  مدل های  نتایج  و  بود  اطمینان  سطح 
بالاتر روش شبکه عصبی مصنوعی در پیش بینی میزان بازیابی 
 CuO ،Cu داشت که طبق آن می توان با داشتن مقادیر عیاری
را  آن  بازیابی  میزان  ذخیره،  در  واقع  بلوک  هر  برای   CuS و 
پیش بینی کرد و بدین ترتیب پیش بینی واقع بینانه تری از فلز 
استحصال شده از هر بلوک کانسنگ ارسالی به کارخانه فرآوری 
به دست آورد. وارد کردن معیارهای دیگر مانند نسبتی از مقادیر 
شاخص های ورودی و ساختن مدل بر اساس آنها و بررسی مدل 
با تعداد آنالیزهای بیش تر برای توسعه پژوهش در پژوهش های 
شبکه  الگوریتم  از  استفاده  همچنین  می شود.  پیشنهاد  آتی 
عصبی مصنوعی در ترکیب با الگوریتم های فراابتکاری، می تواند 

به عنوان چشم اندازهای توسعه تحقیق مدنظر قرار گیرد.
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Abstract: Due to the role of recovery in calculating the economic value of ore blocks and the impact of the 
block's economic value on the design calculations of the final pit and production planning, determination of 
the amount of metal recovery from the ore material sent to the processing plant is very important. The aim 
of this study is to investigate the capability of estimating the recovery rate of ore in qualitative manner with 
three methods based on data classification from data mining techniques and quantitatively using multivariate 
regression and artificial neural networks. Hence, the Miduk copper mine was studied using 58 analyzed 
samples of the feed of the plant, including Cu, CuO and CuS grades, and the recovery rate of Cu in the 
final product of the plant. The process of predicting the total recovery of the reserve was made qualitatively 
by decision tree method, classification based on Bayes rule and k-nearest neighbor (kNN) classification 
algorithm. For quantitative estimation of recovery, multivariate regression and artificial neural network 
models were established between the mentioned grade parameters and recovery rates (For 47 samples of 58 
samples) and with the 11 additional analyzed samples, the obtained models were validated. The coefficient 
of (R2(, Mean Absolute Error (MAE( and Root Mean Squared Error (RMSE( in the regression model 
were 0.77, 0.027722 and 0.029722, respectively, and in the artificial neural network model, 0.82, 0.015753 
and 0.024040, respectively. Therefore, the artificial neural networks model acts as a more accurate tool 
for predicting recovery versus the multivariable regression model. The results of sensitivity analysis of 
artificial neural network model showed that Cu grade is the most important factor and grade of CuO and 
CuS, respectively, as well as other factors influencing the changes in recovery rate.

Keywords: Recovery, Classification, Multivariate regression, Artificial neural network.

INTRODUCTION
The economic block model is the basis of designing the final pit limit and production planning in mines. 

The economic block model is calculated by taking into account economic parameters such as revenues 
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and cost of metal extraction for each block and assigning a value to it. The amount of metal recovery from 
each ore block sent to the processing plant plays an important role in calculating its economic value. In 
most of the calculations of the block economic value, the recovery factor is defined as the efficiency of the 
processing plant or the smelting and refining plant in terms of recovering the metal from the input feed. 
This nominal recovery is determined according to the specific settings of the processing plant. But in some 
cases, such as the case studies investigated in this study, given the Specific ratios of the elements forming 
each block, the actual recovery rate in practice is different from its nominal value. In this case, the amount 
of recovered metal expected and the expected profits from the product sale will not be realized, and the 
calculations of the economic value of the block, followed by the final pit and the process of production 
planning, will change. Assuming the same plant conditions in input feed processing, one of the important 
factors that can affect the recovery rate is the specific ratio and hidden relationship between the set of 
elements in the feed. Now, if we can provide a model of this hidden relationship and predict the recovery 
rate, we will have more realistic values of the economic value of the ore block sent to the plant, followed 
by more reliable the final pit and production planning. In this study, both qualitative and quantitative, 
the prediction models are provided for the recovery rate of a mineral deposit. The qualitative recovery 
estimation is based on the concept of classification from a set of data mining algorithms and with three 
methods of decision tree, Bayes theory and k-nearest neighbor. Artificial neural network approach and 
multivariate regression are also used to estimate the recovery rate of ore block. Data mining techniques 
such as classification algorithms [1-3] and the artificial neural network approach have been widely used in 
various sciences [4-8]. In recent years, artificial neural network approach has been used to solve mining and 
geotechnical engineering problems such as TBM performance, predicting undesirable impacts of blasting 
such as backbreak, flyrock, ground vibration and airblast [9-15]. The purpose of this research is to first 
create a model for the prediction of recovery of the Midok copper ore, due to the variation in the grade of 
its content elements.

METHODS

Qualitative estimation of recovery using the concept of classification
The concept of classification in the field of data mining is a supervisory approach that seeks to discover 

the relationship between independent variables and an associated variable. This relationship is represented 
by a structure as a model. Classification builds up and utilizes a model to predict the categorical labels of 
unknown objects to distinguish between objects of different classes. These categorical labels are predefined, 
discrete and unordered. Classification and prediction is the process of identifying a set of common features 
and models that describe and distinguish data classes or concepts. Common classification techniques include 
the naive Bayes technique, decision trees and support vector machines [16]. In this research, three methods 
including decision tree, Bayes theory and k-nearest neighbor are used to estimate the recovery based on the 
Cu, CuO and CuS grades of the feed of the plant. 

Recovery estimation using multivariate regression and artificial neural network Methods 

Artificial neural network (ANN) method
One of the subsystems of AI systems is an ANN. The ANN model has been developed since the 1960s. 

Generally, the structure of an ANN, which is inspired by the human brain, consists of a group of computational 
units called neurons or nodes. These neurons are highly interconnected with each other. A typical ANN 
consists of three layers, namely input, hidden and output layers. The mentioned neurons are placed in these 
layers and linked to each other by weights. On the other hand, problem effective and objective variables 
are placed in the input and output layers, respectively. Theoretically, there are no restrictions on the No. 
of hidden layers and No. of neurons in the hidden layers and can be determined based on trial and error 
procedure. To construct an ANN model, in the first step, ANNs require training to learn and consequently 
map a relationship from the data. There are many algorithms to train the network, such as Levenberg–
Marquardt (LM(, conjugate gradient and scaled conjugate gradient algorithms. In the second step, to check 
the performance capacity of the constructed model, the rest of datasets are used for testing [17]. 
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Multivariate regression method
Multiple linear regression (MLR) is one of the most common statistical tools to fit a linear equation 

between two or more independent variables and a dependent variable. This model is extensively used for 
solving different engineering problems by many researchers.

FINDING AND ARGUMENT

Qualitative recovery estimation 
In order to predict the recovery rate in the Midok copper mine, the block model of the deposit is entered 

into the decision tree, Bayesian and k-nearest neighbor models constructed in the training stage. In this 
way, all blocks in the block model are classified in the three levels of recovery (high, medium and low). 
Figure 1 shows a cross-sectional view of a classified block model by decision tree method with the highest 
confidence level. 

Quantitative recovery estimation

Multivariate regression results
Relation 1 shows the model of multivariate regression method for predicting recovery rate. Figure 2 

also shows the relationship between the measured recovery and the predicted recovery in the multivariate 
regression model for the 11 additional samples.

                                                                      

Artificial neural network modeling results
The relationship between the measured recovery and the predicted recovery in the artificial neural 

network model for the 11 additional samples is shown in Figure 3. Figure 4 shows a cross-sectional view 
of classified block model by artificial neural network.  The results of estimating recovery of the deposit by 
regression and neural network methods are shown in Table 1. The results of the statsoft sensitivity analysis 
are shown in Figure 5. Thus, the Cu-grade parameter with the highest sensitivity coefficient is the most 
important factor in recovery changes, and the CuO and CuS grades are respectively in the following ranks.

 

 

 
 

 
 

Figure 1. A cross-sectional view of a classified block model by decision tree method
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Figure 2. Relationship between the measured and the predicted recovery in the multivariate regression model
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CONCLUSION
The actual recovery rate of the metal in the final product of the processing plant is an important factor 

that can affect the achievement of the economic goals of a mineral project. The recovery rate changes by 
changing the composition (ratio( of the ore forming elements. Therefore, it can be estimated the recovery 
rate by the grades of the ore block. In this research, due to the importance of this issue, a number of 
analyzed feed samples from the Midok copper mine plant were studied and for the first time, the recovery 

 

 

 
 

 
 

 

 

 
 

 
 

Figure 3. Relationship between the measured and the predicted recovery in the ANN model

Figure 4. A cross-sectional view of classified block model by artificial neural network

Method R≤ 86.7 86.7< R<89.2 R ≥89.2 Sum 
MLR 8954 7673 6669 23296 
ANN 9729 8067 5500 23296 

Common in both methods 7834 7009 5212 20055 

Table 1. Results of estimating recovery of the deposit by regression and neural network methods

 
Figure 5. Results of the statsoft sensitivity analysis
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rate for total deposit was qualitatively predicted by three methods of decision tree, Bayes theory and nearest 
neighbor and quantitatively with two methods of artificial neural network and multivariate regression. Input 
parameters in all of these methods are Cu, CuO, CuS grades, and recovery is output variable. In the quality 
models, decision tree has the highest level of confidence. The results of quantitative models indicate a higher 
accuracy of artificial neural network method in predicting recovery rates according to which it is possible to 
predict the recovery rate for each block of deposit based on CuO, CuO, and CuS grades. It is recommended 
to enter other parameters such as a ratio of input parameter values and construct a model based on them, and 
suggest a model with a number of further analyzes for the development of research in future work. Also, the 
use of artificial neural network algorithm in combination with metaheuristic algorithms can be considered 
as research development perspectives. 
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